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あらまし CTで撮影された花から花弁の 3次元的な形態情報を得るためには，CT画像の解析による各花弁の詳細な
セグメンテーションが必要となる.本研究では深層学習を用いた花弁のセグメンテーションによって，花の 3次元的
な構造を可視化することを目指す．花の CT画像は一般的なインスタンスセグメンテーションタスクの対象物とは異
なり，花弁が湾曲し複雑に入り組んだ構造をしている．そのため，その特有の性質によって花弁のセグメンテーショ
ンが他の種類のデータに比べ特に困難である．そこで，横断面のスライス画像から花の放射軸を中心とした横に長い
長方形状の小領域を回転させながら切り出し，その各画像に対して深層学習を用いてセグメンテーションを行う．そ
して，それらの結果から重複する割合によって統合することで花弁の 3次元形状の推定を試みた．実験の結果，花弁
領域のセグメンテーションに成功し，花弁の 3次元形状を可視化することができた．
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1. は じ め に
花の全体的な外観は，花托の形や大きさ，花器官の配置，数，
種類，形，色などの多くの要因によって決定される [1]．そのた
め，これらの要素の複雑な組み合わせによって花は多様で複雑
な構造を持つことが多い．複雑な構造をしている花においては
特に器官と器官の相互作用が形態形成に重要になる [2]．花器
官の中でも花弁（花びら）は大きさや形，色が花の種類によっ
て大きく異なるが [3]，植物の成長と繁殖に不可欠であることか
ら細胞分裂の制御，細胞の拡大，細胞や組織型の分化，器官全
体のパターン形成などの花器官形成の過程を解明することに適
している [4]．そのため，花弁を中心とした花の形態情報を収
集と，それに基づく形態形成のメカニズムの解明が期待されて
いる．
花の形態情報の調査は花弁を 1枚 1枚分解するなどの破壊調
査が多い [5]～[7]．この方法では花弁の大きさや形，遺伝子に
よる形態形成への影響などが解明されている．しかし，花弁を
分解してしまうことで花弁が空間的にどのように配置され，ど
のように発生しているのかということは調査することができな
い．また，顕微鏡を用いた観察によって花弁の一部断面を観察
することが可能であるが，この方法も 3次元空間における花の
構造特性を正確に解析することは困難である [8]．そこで，花
の空間的な形態情報を得る方法としてコンピュータ断層撮影
（Computed Tomography: CT）装置で花の非破壊撮影が試みられ
ている [2], [9]．図 1(a)に ImageJ [10]に基づいたオープンソー
スの画像処理パッケージである Fĳi is Just ImageJ (Fĳi) [11]のプ
ラグインの 1つである Volume Viewerを用いて作成された花の
CT画像から得られる 3Dレンダリング画像の例を示す．図 1(a)

 

(a) 3Dレンダリング画像． (b)横断面の CT画像．
図 1: 解析に使用したツバキの CT画像とレンダリング画像の
例．

から分かるように，CTで撮影されたデータは花の概形は分か
るものの花弁などの各花器官がどの部分に当たるかといった識
別がされているわけではない．そのため，花器官の 3次元的な
形態情報を得るためには得られた CT画像を解析し，花弁 1枚
1枚の詳細なセグメンテーションをすることが必要となる．し
かし，花の CT画像から手動で 1枚 1枚の花弁のセグメンテー
ションするのは花弁の枚数が多く，時間を要することから困難
である．
これまでに花の CT画像を用いた花器官の識別をした研究に

は，井尻らの研究 [12]がある．この手法では，花のモデリング
を目的として CT画像での花弁のセグメンテーションをしてい
る．これは我々が知る限り唯一，花の CT画像のセグメンテー
ションをしている研究である．しかし，CTボリュームの断面
における細長い形をした 1つの花弁に対して，ユーザが花弁領
域の中心線付近に沿って，数カ所に点を指定していくことを必
要とする対話型のモデリングシステムであるため，手作業が多
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く時間を要する．また，花以外の CT画像におけるインスタン
スセグメンテーションの研究の多くに大量の学習データを必要
とする深層学習ベースの手法が用いられている [13], [14]．しか
し，花の CT画像のデータは少なく，データセットは我々の知
る限り存在しないため，少ない CT画像のデータでも自動でセ
グメンテーションできる手法が相応しい．また，花弁の形状は
一般的なセグメンテーションタスクの対象物に比べ，細長く湾
曲した複雑な構造をしているため，そのような構造でも正確な
セグメンテーションができる手法が相応しい．
そこで本研究では，図 1(b)のような花の CT画像から小領域
を切り出すことでデータを増やし，少ない正解データでの深層
学習モデルの学習と花弁の検出をする方法を提案する．提案手
法ではまず，CT画像から細長い長方形を花の中心軸を基準に
回転させながら切り出し，インスタンスセグメンテーション用
のモデルに入力することで切り出た領域における花弁のセグメ
ンテーションをする．そして．それらのセグメンテーション結
果を統合し，花の CTボリュームに反映する．実験の結果，花
弁領域のセグメンテーションに成功し，花弁の 3次元形状を可
視化することができた．

2. 関 連 研 究
本章では CT画像を用いた花弁のセグメンテーションの関連
研究として，花を対象としたセグメンテーション，モデリング
の例を紹介する．また，CT画像を対象としたセグメンテーショ
ンの関連研究についても紹介する．

2. 1 花のセグメンテーション
従来からカメラで撮影された 2次元画像上における花や花弁
に対するセグメンテーションを実現するために様々なアプロー
チが試みられてきた．花を検出するための手法として，グラフ
カットを用いたマルコフ確率場（MRF）に基づく手法 [15], [16]
や Lab色空間での閾値処理による手法 [17]，HSI空間色閾値設
定と局所領域クラスタリングを組み合わせた手法 [18]がある．
また，農業分野への応用が期待されている手法も多くあり，イ
チゴ [19]やリンゴ [20]～[22]，トマト [23]の花を検出する手法
などが存在する．しかし，これらの手法は本研究のような花の
内部も含めた空間的な形態情報の収集とは異なる．

2. 2 花のモデリング
花はその複雑な構造と自己オクルージョンのため，花の形状
を 3次元でモデリングする研究は限られている [24]．その中で
も，Zhangらは RGB画像と 3次元点群データを用いて花弁を
分割し，あらかじめ作成されたモーフィング可能な花弁形状モ
デルに適合させる手法 [24]を提案している．また，井尻らは花
を構成する要素の種類，数，配置などを表現した模式図である
花式図を用いて，花を 3次元モデリングするシステム [25]を提
案している．これらの手法は空間的な花の形態情報収集という
点で本研究と共通しているが，外から見える範囲での情報を用
いたモデリング手法であり，外からは見えない内部の情報を含
んだ CT画像を用いて花弁のセグメンテーションをするような
解析には向かない．
また，CT画像から花をモデリングした手法は我々が知る限

り，井尻らの半自動の花のモデリングシステム [12] のみであ
る．このシステムは花を茎などの軸と花弁などのシートの 2つ
で構成されていると仮定し，動的曲線と動的面のエネルギー関
数をそれぞれ定義する．そして，ユーザが指定した点を基に茎
や花弁を自動でフィッティングする．しかし，このシステムは
手動で行う部分も多いため時間がかかってしまう．そのため，
手動で行う操作をなくし全て自動化する手法について検討しな
ければならない．
以前提案したスペクトラルクラスタリングを用いた花の CT

画像における花弁のセグメンテーション手法 [26]では，細長く
密な花弁をグラフ構造として扱いクラスタリングすることで花
弁同士の接触部分を除いた花弁領域のセグメンテーションをし
た．花弁の接触部分を取り除いていることから，花弁配置がよ
り密になっている花の下部のスライス画像では多くの花弁が取
り除かれてしまいセグメンテーションの精度が大幅に低下して
しまう問題があった．そのため，花弁の接触部分も含めたセグ
メンテーション手法を検討する必要がある．

2. 3 CT画像のセグメンテーション
医療分野では CT画像を用いたセグメンテーションの研究が

活発に研究されている．現在の主な医療 CT 画像のセグメン
テーション研究の手法は，アノテーションされた CT画像のデー
タセットから畳み込みニューラルネットワーク（Convolutional
Neural Network: CNN）を学習する手法が主流となっている．
冠動脈 [27] や胸部臓器 [28]，血管や膵臓管などの管状臓器や
組織 [29]，椎骨 [30]，歯 [13]など様々な人体臓器や組織に対し
てセグメンテーションが行われている．また，患部に対して
のセグメンテーション手法 [31]～[34]も存在している．医療分
野以外にも，短繊維強化プラスチック（Short-Fiber Reinforced
Polymers: SFRP）を低解像度 CT 画像から自動的に抽出する
手法 [14] が存在している．近年では CNN 以外にも，Vision
Transformer(ViT) [35]を用いて，臓器や脳腫瘍に対してセグメ
ンテーションを行う手法 [36]も提案されている．
これらの人体臓器や組織，SFRPに対するセグメンテーショ

ンでは，ある程度似た形のものに対してセグメンテーションや
識別を行っている．しかし，花弁に対するセグメンテーション
では花弁によって形は様々であり，形状も細長く湾曲し多くの
花弁が入り組んでいることから形状に基づいた識別がしにく
い．また，花の CT画像のデータが充実しておらず，大量の学
習データを用いた学習が行うことが難しい．そのため，医療分
野における人体 CT画像のセグメンテーション手法を直接用い
ることは困難である．

3. 提 案 手 法
手法の概要を図 2に示す．提案手法では，花を鉛直上向きに

対して垂直にスライスした 2次元画像において，細長い長方形
に CT画像を切り出し，CNNを用いて花弁のセグメンテーショ
ンをする．そして，切り出した領域における花弁のセグメン
テーション結果を統合することで，スライス画像の花弁のセグ
メンテーションを実現する．また，それらの統合結果から 3次
元方向に統合し 3次元可視化をする．本章では画像の切り出し
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図 2: 提案手法の概要．

方法と CNNを用いた小領域に対する花弁のセグメンテーショ
ンについて述べた後，セグメンテーション結果の統合手法につ
いて述べる．

3. 1 画像の切り出し方法
図 3に示すように,本研究の花弁のセグメンテーションで対
象とする花の CT画像は，一般的なインスタンスセグメンテー
ションでの対象物とは大きく異なる．花弁は図 3(a) に示すよ
うに細長く，孤を描いている形状をしている．また，花弁同士
は画像上で重なって位置している．一般的な物体検出で対象
とされる画像は図 3(b) に示すように，セグメンテーション対
象の 1 つの物体をバウンディングボックスで囲むと，バウン
ディングボックスの中に他のオブジェクトが含まれることはな
く，1つの矩形に 1つの物体のみが存在する．そのため，Mask
R-CNN [37]などの多くの CNNベースのセグメンテーション手
法では，画像中から特徴量を用いてオブジェクトの存在してい
る可能性が高いバウンディングボックスを取り出し，その中に
は 1つの物体が含まれていることを仮定してセグメンテーショ
ンマスクを推定する．しかし，本研究で扱う花の CT画像では
セグメンテーション対象である花弁の特有の形状と配置のため，
図 3(a)に示すように，バウンディングボックス内に複数のオブ
ジェクトが存在する．そのため，CNNベースのセグメンテー
ション手法をそのまま適用しても，複数のオブジェクトが存在
することで上手く花弁を推定できずにセグメンテーションに失
敗してしまう．
そこで本研究では，図 4のように 900 × 32 pixelsの細長い長
方形を花の中心を軸としてに 1°ずつ回転させながら画像を切
り出し，切り出した画像に対して CNNベースのセグメンテー
ション手法を適用する．切り出した画像では花弁の一部が切り
出された状態となり，花弁同士は重なって存在しているものの，
1つのバウンディングボックス内に 1つの花弁のみが含まれる
ようになる．このことで，セグメンテーション対象の物体の形
状的な特徴を一般的な物体認識に近づけ，精度の向上を図る．

3. 2 小領域の花弁セグメンテーション
3. 1節で述べた手法で切り出した領域をインスタンスセグメ
ンテーション用の CNNに入力することで花弁を検出する．本
研究で適用したインスタンスセグメンテーションの CNN は

(a)花の CT画像の一部. (b)一般的なタスク [38].

図 3: 一般的なインスタンスセグメンテーションの対象物と花
の CT画像の違い．(a)花の CT画像の例．花弁とその花弁に対
応するバウンディングボックスを同じ色で示している．(b)一
般的なインスタンスセグメンテーションの対象物の例．

図 4: 画像の切り出し方法．

Hybrid Task Cascade (HTC) [38] である．HTC はインスタンス
セグメンテーションでベースラインとして用いられることの多
いMask R-CNN [37]とカスケード構造により高精度な物体検出
を実現した Cascade R-CNN [39]を組み合わせることによって，
より高精度なインスタンスセグメンテーションを実現したモデ
ルである．
そして，CNNの出力結果を切り出し前の CT画像の位置に戻

し，同様のことを 360°分繰り返した後，それらのセグメンテー
ション結果を統合する．

3. 3 セグメンテーション結果の統合
3. 2節での小領域におけるセグメンテーション結果を統合し，

2次元画像のセグメンテーションをする．ある切り出し画像と，
その画像から小領域を 1°回転させて切り出した画像には，重複
する部分が多く存在する．図 5に 2つの隣合う小領域の重複す
る部分と異なる部分を示す．図 5から分かるように 1°の差に
おいては大半の領域が重複している．その重複部分の重なり度
合いによってセグメンテーション結果の統合する．
まず，切り出した領域でのセグメンテーション結果には誤り

が含まれているため，不正確なセグメンテーション結果を除去
する．図 6に重複部分を持つ 2つの小領域 𝐴1, 𝐴2 でのそれぞ
れの統合前のセグメンテーション結果の一部を示す．𝑆1,1, 𝑆1,2

は 𝐴1 の， 𝑆2,1, 𝑆2,2, 𝑆2,3 は 𝐴2 のセグメンテーション結果の一
部であり，𝑆1,2 は誤って本来 2つの領域を 1つにセグメンテー
ションしている．正しくセグメンテーションされた場合，𝑆1,1

と 𝑆2,1 のように異なる小領域でも 1つの領域としてセグメン
テーションされる．セグメンテーション結果に誤りがある 𝑆1,2

の場合は，𝑆2,2, 𝑆2,3 と 2つの領域としてセグメンテーション
される．この場合，共通のセグメンテーション領域がより多く
の領域に分割されているものが正しい結果とみなす．そして，
𝑆1,2 を誤りとして除去する．
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図 5: 1°の回転による変化．赤で示された領域が一致する画素
であり，緑で示された領域が異なる画素である．

S2,2S2,1

S1,2
A1

A2

S1,1

S2,3

図 6: 重複部分を持つ 2つの小領域の例．実線のオレンジの実
線で囲まれている矩形が 𝐴1 の，緑の点線で囲まれている矩形
が 𝐴2の小領域を表す．𝑆1,1と 𝑆1,2は 𝐴1での，𝑆2,1，𝑆2,2，𝑆2,3

は 𝐴2 でのセグメンテーション結果の一部であり，実線が 𝐴1，
点線が 𝐴2 の結果に対応している．

表 1: CT撮影時の設定値
X線管電圧 120 kV
X線管電流 437 µA
フィルタ なし

各投影の露光時間 1,000 ms
投影画像 1,000 × 1,000 pixels

ピクセルサイズ 0.4 mm
1回転の投影数 1,000枚

拡大率 8.65倍

前処理後のマスクごとに他のマスクとの Intersection over
Union (IoU)を計算し，IoUが 0.8以上の場合同じ花弁であると
判定する．ここで求める IoUは図 5の赤の領域のように重複し
た領域内での IoUを計算する．これにより同じ花弁として判定
されたマスク同士をつなげていくことでセグメンテーション結
果を統合する．
また，3次元形状の可視化のために横断面に対する統合後に 3
次元方向にも統合する必要がある．ある横断面のスライス画像
の前後 2枚の統合結果から各マスク領域同士の IoUを計算し，
最も大きい IoUのマスク同士を繋げることで統合をする．

4. 実 験
4. 1 データセット
実験に用いた花の CT 画像のデータは，ツバキ（Camellia

japonica）の CT画像である．ツバキの品種は図 7(a)のようなオ
ランダ紅と呼ばれるものである．解析したツバキのオランダ紅
は Carl Zeiss社製の工業用 Dimensional X線 CT装置 METRO-
TOM 1500 Gen.1 1を使用して図 7(b)のように 41分かけて撮影
された．また，撮影時の設定は表 1の通りである．
解析に用いた CT画像 1枚の解像度は 915 × 858 pixelsで，枚

（注1）：https://www.zeiss.co.jp/metrology/seihin/shisutemu/ct/metrotom.html

(a)オランダ紅の花． (b)撮影方法．
図 7: 実験データ [26]．

数は 888枚である．また，体軸方向における断層画像の厚みで
あるスライス厚は 46.252 µmである．CT画像の 1枚を図 1(b)
に示す．画像上に描画されている細い形状をした線が識別対象
の花弁である．
高解像度な CT撮影をするには長時間の撮影が必要である．

しかし，花の CT撮影では長時間の撮影になると花が乾燥し，
形が変わってしまう．そのため，長時間撮影が難しく高解像度
で撮影することが困難になっている．それにより発生する画像
のノイズを除去するため，前処理としてパラメータを ℎ = 6に
設定したノンローカルミーンフィルタ [40]を CT画像に適用し
た後に小領域を切り出した．
学習に用いたデータは手動でアノテーションされた 25枚の

スライス画像である．これらの画像から提案手法の切り出し方
法で 900× 32 pixelsの長方形を 1°ずつ回転させながら切り出す
ことより，360枚ずつ小領域を各画像で作成し，合計 9,000枚用
意した．また，検証に用いたデータは学習用に用いたデータと
は別の手動でアノテーションされた 14枚のスライス画像であ
る．これらの画像から提案手法の切り出し方法で 900×32 pixels
の長方形を 1°ずつ回転させながら切り出すことにより，360枚
ずつ作成し小領域を各画像で作成し，合計 5,040枚用意した．
小領域の切り出し時に画素値の補間が必要になる．本研究で

は最近傍補間により画素の補間をした．また，切り出す角度に
よっては元の CT画像の領域外を切り出す場合がある．その場
合，背景の輝度値の平均値 ±5でランダムに補間した．

4. 2 花弁のセグメンテーション
小領域の花弁のセグメンテーションにはMMDetection [41]に

より実装したHybrid Task Cascade (HTC) [38]を用いた．MMDe-
tectionは OpenMMLabプロジェクトが 2018年から開発してい
る物体検出に特化したツールボックスである．一般的なモデル
から最新のモデルまで様々なモデルを簡単に構築することが可
能であり，最新モデルにおいてもMMDetectionベースで実装さ
れることが増えている．
モデルの Backboneには ImageNet [42]で学習済みの ResNeXt-

101 [43] 64x4dと Feature Pyramid Network(FPN) [44]を用いた．
モデルの学習の際のエポック数は 20，バッチサイズは 32とした．
また，モデルの学習における最適化アルゴリズムは Adam [45]
を用い，学習率は 10−4から 10−7 まで Cosine Annealing [46]の
スケジューラーを用いて減衰させた.

— 4 —



表 2: 切り出した小領域における花弁セグメンテーションの定
量評価

評価指標 mAP AP50 AP75 mAR AR50 AR75

スコア 0.585 0.898 0.683 0.624 0.906 0.727

(a)セグメンテーション結果．

(b)正解データ．
図 8: ある角度のセグメンテーション結果と正解の比較.

精度の評価には COCOAPI 2を用いた．評価指標として，花
弁のセグメンテーションの正確性を示す適合率（Precision）と
花弁の見逃しの少なさを示す再現率（Recall）を用いた．予測
されたセグメンテーション領域と正解のマスク領域の IoU が
閾値以上で正解として扱う．IoUの閾値が 0.5の場合の平均適
合率（Average Precision: AP）を AP50，平均再現率（Average
Recall: AR）を AR50 とし，IoUの閾値を 0.75とした場合の AP
を AP75，ARを AR75 として計算した．また，IoUの閾値を 0.5
から 0.95 まで 0.05 刻みで変化させた場合の AP を mAP，AR
を mARとして計算した．

4. 3 実 験 結 果
4. 3. 1 小領域の花弁セグメンテーション
切り出した小領域に対するセグメンテーション結果について，
表 2に平均適合率と平均再現率を示す．また，図 8にセグメン
テーション結果の 1枚を示す．
小領域のセグメンテーション結果に関する定量評価では，検
証データに含まれる花弁のマスクの面積は中央値が 223 pixelで
あり，大半が 400 pixel以下であることから，1画素程度のずれ
が検出された花弁の輪郭全体に生じた場合 IoUが大きく下がっ
てしまう．そのため IoUが 0.5以上の場合でも，花弁の形状は
正解とほぼ一致することから，IoUが 0.5の閾値の指標が高け
れば十分な精度が出ていると考えることができる．
表 2の結果から，AP50 が 0.898，AR50 が 0.906と高い精度
でのセグメンテーションが可能であることが示された．図 8の
中心部分のように他の部分に比べ面積が小さく，複雑な部分の
花弁において，花弁の検出漏れや不正確なセグメンテーション
が一部見られた．そのため，適合率と再現率においてどちらも
9割程度の精度になったと考えられる．また，図 8で示される
ように定性評価においても良好にセグメンテーションができて
いることが確認できた．

4. 3. 2 セグメンテーション結果の統合
表 3にセグメンテーション結果を 3次元統合した際の平均適
合率と平均再現率を示す．また，図 9に 3次元統合後セグメン
テーション結果の 1枚を示す．
表 3 の定量評価の結果から適合率，再現率ともに高い精度
であることが示された．小領域のセグメンテーション結果と同

（注2）：https://github.com/cocodataset/cocoapi

表 3: 統合後のセグメンテーションの定量評価
評価指標 mAP AP50 AP75 mAR AR50 AR75

スコア 0.714 0.900 0.804 0.781 0.928 0.871

(a)統合結果. (b)正解データ.

図 9: 小領域の統合によるセグメンテーション結果

(a)俯瞰図. (b)断面図.

図 10: 3次元の統合結果．

様に図 9(b) の中心部から分かるように花の中心部分に関して
は一部花弁の検出漏れや不正確なセグメンテーションが見られ
た．また，図 9(b)においてオレンジの矢印が示す，花弁同士の
接触部分のような輝度値の変化が乏しい部分ではセグメンテー
ションが不正確になる部分が存在した．以上のことから mAP
や mARの精度が下がってしまったと考えられる．
また，得られたセグメンテーション結果をもとに Fĳi [11]の

Volume Viewerを用いて 3次元可視化した画像を図 10に示す．
図 10(b)において，オレンジの矢印が示す中心部分や緑の矢印
が示すノイズの多い花の端の花弁のように一部不正確な部分も
見受けられるものの各花弁をほぼ識別できていることが確認で
きた．

5. お わ り に
花の CT画像から手動で花弁をセグメンテーションするのは

花弁の枚数が多く，時間を要することから困難である．そのた
め，本研究では横断面のスライス画像を小領域に切り出した上
で，CNNによる花弁のセグメンテーションをする手法を提案
した．横断面のスライス画像から花の放射軸を中心とした横に
長い長方形状の小領域を回転させながら切り出し，深層学習モ
デルに入力することで小領域におけるセグメンテーションをし
た．その次にそれらの結果を統合した上で，3次元データとし
てセグメンテーション結果を統合した．実験の結果，2次元ス
ライス画像のセグメンテーション結果は AP50 が 0.900，AP75
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が 0.804と高精度に花弁のセグメンテーションを実現した．ま
た，3次元可視化結果ではほぼ花弁の識別ができていることが
確認できた．
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